
图 1 | DeepSeek - Coder 的性能

Abstract

* 核心贡献者 ， 按名称字母顺序排序。
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大型语言模型的快速发展已彻底革新了软件开发中的代码智能。然而，主要依赖闭源模型限制
了广泛的研究与开发。为解决这一问题，我们推出了DeepSeek-Coder系列开源代码模型，其
规模从13亿到330亿不等，并从2万亿个标记中从头开始训练。这些模型预先在高质量的项目
级代码语料库上进行训练，并采用16K窗口的填空任务来增强代码生成和填补。我们的广泛评
估表明，DeepSeek-Coder不仅在多个基准测试中实现了开源代码模型的最佳性能，还超越了
现有的闭源模型如Codex和GPT-3.5。此外，DeepSeek-Coder模型处于宽松的许可之下，允
许同时进行研究和无限制的商业使用。
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能的兴起
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1. Introduction

为了应对这一挑战，我们推出了DeepSeek-Coder系列。该系列包括一系列开源代码模型，规
模从13亿到33亿不等，涵盖每个规模的基版本和指令版本。每个系列中的模型均从87种编程
语言中提取的2万亿个标记重新训练，确保对编程语言和语法有全面的理解。此外，我们尝试
在仓库级别组织预训练数据，以增强模型在仓库内部跨文件上下文中的理解能力。除了在预训
练过程中使用下一个标记预测损失外，我们还引入了Fill-In-Middle（FIM）方法（Bavarian et 
al., 2022；Li et al., 2023）。这种方法旨在进一步提升模型的代码完成能力。为满足处理更长
代码输入的要求，我们将上下文长度扩展到16K。这一调整使我们的模型能够处理更加复杂和
广泛的编码任务，从而增强了其在各种编码场景中的适用性和灵活性。

软件开发领域因大型语言模型的迅速进步（OpenAI, 2023；Touvron et al., 2023）而得到了显
著转型，这些模型带来了代码智能的新时代。这些模型有可能自动化和简化许多编码方面的工
作，从错误检测到代码生成，从而提高生产力并减少人为错误的可能性。然而，该领域的重大
挑战之一是在开源模型（Li et al., 2023；Nijkamp et al., 2022；Rozier et al., 2023；Wang et 
al., 2021）与闭源模型（Gemini Team, 2023；OpenAI, 2023）之间的性能差距。尽管巨型闭
源模型非常强大，但由于其专有性质，许多研究人员和开发者仍然难以访问这些模型。

我们使用多种公开的代码相关基准进行了全面的实验。研究发现，在开源模型中，DeepSeek-
Coder-Base 33B 在所有基准测试中均表现出优越的性能。此外，
OpenAI GPT - 3.5 Turbo
Coder - Instruct 33B 超越 在大多数评估基准中 ，
OpenAI GPT - 4
显著缩小两者之间的性能差距 并且采用了开源模型。令人惊讶的是，尽管参数量较少，Deep
Seek-Coder-Base 7B 在与参数量大五倍的模型（如 CodeLlama-33B）相比时仍能展现出竞争
力的表现（Roziere et al., 2023）。总结来说，我们的主要贡献是：

• 我们引入了DeepSeek-Coder-Base和DeepSeek-Coder-Instruct，这两种先进的代码集中型
大型语言模型（LLMs）。通过广泛训练于庞大的代码语料库，这些模型展示了对87种编程
语言的理解能力。此外，它们还提供了多种模型规模以满足不同计算和应用需求。我们首次
尝试在模型构建过程中纳入仓库级别的数据。
• 我们的模型预训练阶段。我们发现这可以显著提升跨文件代码生成的能力。• 我们的研究严
格分析了FIM训练策略对代码模型预训练阶段的影响。这些全面的研究结果揭示了FIM配置的
一些有趣方面，提供了宝贵的见解，极大地促进了代码预训练模型的改进和发展。• 我们对
我们的代码LLM进行了广泛的评估，涵盖了多种代码相关任务的广泛基准。研究发现表明，
DeepSeek-Coder-Base 在这些基准上超越了所有现有的开源代码LLM。此外，
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图 2 | 创建数据集的过程

2.1. GitHub 数据抓取和过滤

2. 数据收集

2.2. Dependency Parsing
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首先，我们过滤掉平均行长度超过100字符或最大行长度超过1000字符的文件。此外，我们去
除包含少于25%字母字符的文件。除了XSLT编程语言外，我们进一步过滤掉其他类型的文件
。
"<? xml 版本 ="
其中字符串 出现在前100个字符中。对于HTML文件，我们考虑可见文本与HTML代码的比例
。我们保留那些可见文本至少占代码20%且不少于100个字符的文件。对于通常包含更多数据
的JSON和YAML文件，我们仅保留字符计数在50到5000之间的文件。这有效地移除了大多数
数据密集型文件。

DeepSeek-Coder 的训练数据集由87%的源代码、10%的英语代码相关自然语言语料库和3%
的代码无关的中文自然语言语料库组成。英语语料库来自GitHub的Markdown和StackExchang
e材料。 1 ，这些数据用于增强模型对代码相关概念的理解，并提高其处理库使用和错误修复
等任务的能力。与此同时，中文语料库由高质量的文章组成，旨在提高模型理解中文语言的能
力。在本节中，我们将概述我们构建代码训练数据的过程。这一过程包括数据爬取、基于规则
的过滤、依赖解析、仓库级别去重以及质量筛选，如图2所示。接下来，我们将逐步描述数据
创建流程。

我们在GitHub上收集了截至2023年2月之前创建的公共仓库，并仅保留了87种编程语言（如表
1所示）。为了减少处理的数据量，我们应用了与StarCoder项目（Li等，2023）中使用的规则
类似的过滤规则，初步筛选掉质量较低的代码。通过应用这些过滤规则，我们将数据总量减少
了至原始大小的32.8%。为了使论文更加自包含，我们简要描述了StarCoder Data项目中使用
的过滤规则：

在之前的研究中（Chen et al., 2021；Li et al., 2023；Nijkamp et al., 2022；Rozier et al., 202
3），大型语言模型主要在文件级别源代码上进行预训练，忽略了项目中不同文件之间的依赖
关系。然而，在实际应用中，这类模型难以有效地扩展以处理整个项目级别的代码场景。因此
，我们

通过使用教学数据进行细致的微调 ， DeepSeek - Coder - Instruct 实现了
OpenAI GPT - 3.5 Turbo
更好的性能相比 与代码相关的任务中的模型。

1 https: / / stackexchange. c
om



1: ( 𝑓 𝑖𝑙𝑒𝑠)
2: 𝑔𝑟𝑎𝑝ℎ𝑠← {} ⊲

3: 𝑖𝑛𝐷𝑒𝑔𝑟𝑒𝑒← {} ⊲

4: 𝑓 𝑖𝑙𝑒 𝑓 𝑖𝑙𝑒𝑠

5: 𝑔𝑟𝑎𝑝ℎ𝑠[ 𝑓 𝑖𝑙𝑒] ← []
6: 𝑖𝑛𝐷𝑒𝑔𝑟𝑒𝑒[ 𝑓 𝑖𝑙𝑒] ← 0
7:
8:
9: 𝑓 𝑖𝑙𝑒𝐴 𝑓 𝑖𝑙𝑒𝑠

10: 𝑓 𝑖𝑙𝑒𝐵 𝑓 𝑖𝑙𝑒𝑠

11: ( 𝑓 𝑖𝑙𝑒𝐴, 𝑓 𝑖𝑙𝑒𝐵) ⊲

12: 𝑔𝑟𝑎𝑝ℎ𝑠[ 𝑓 𝑖𝑙𝑒𝐵 𝑓 𝑖𝑙𝑒𝐴) ⊲

13: 𝑖𝑛𝐷𝑒𝑔𝑟𝑒𝑒[ 𝑓 𝑖𝑙𝑒𝐴] ← 𝑖𝑛𝐷𝑒𝑔𝑟𝑒𝑒[ 𝑓 𝑖𝑙𝑒𝐴] + 1 ⊲

14:
15:
16:
17:
18: 𝑠𝑢𝑏𝑔𝑟𝑎𝑝ℎ𝑠 𝑔𝑟𝑎𝑝ℎ𝑠) ⊲

19: 𝑎𝑙𝑙𝑅𝑒𝑠𝑢𝑙𝑡𝑠← []
20: 𝑠𝑢𝑏𝑔𝑟𝑎𝑝ℎ 𝑠𝑢𝑏𝑔𝑟𝑎𝑝ℎ𝑠

21: 𝑟𝑒𝑠𝑢𝑙𝑡𝑠← []
22: 𝑟𝑒𝑠𝑢𝑙𝑡𝑠 𝑠𝑢𝑏𝑔𝑟𝑎𝑝ℎ)
23: 𝑓 𝑖𝑙𝑒 𝑖𝑛𝐷𝑒𝑔𝑟𝑒𝑒[ 𝑓 𝑖𝑙𝑒] | 𝑓 𝑖𝑙𝑒 ∈ 𝑠𝑢𝑏𝑔𝑟𝑎𝑝ℎ 𝑓 𝑖𝑙𝑒 ∉ 𝑟𝑒𝑠𝑢𝑙𝑡𝑠})
24: 𝑛𝑜𝑑𝑒 𝑔𝑟𝑎𝑝ℎ𝑠[ 𝑓 𝑖𝑙𝑒]
25: 𝑖𝑛𝐷𝑒𝑔𝑟𝑒𝑒[𝑛𝑜𝑑𝑒] ← 𝑖𝑛𝐷𝑒𝑔𝑟𝑒𝑒[𝑛𝑜𝑑𝑒] − 1
26:
27: 𝑟𝑒𝑠𝑢𝑙𝑡𝑠 𝑓 𝑖𝑙𝑒)
28:
29: 𝑎𝑙𝑙𝑅𝑒𝑠𝑢𝑙𝑡𝑠 𝑟𝑒𝑠𝑢𝑙𝑡𝑠)
30:
31:
32: 𝑎𝑙𝑙𝑅𝑒𝑠𝑢𝑙𝑡𝑠

33:
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算法 1 依赖分析的拓扑排序
procedure T OPOLOGICAL SORT

初始化空邻接列表
初始化 in - degrees 的空字典

对于每个 in do

结束

对于每个 in do
对于每个 in do

if H AS D EPENDENCY then 如果 fileA 依赖于 fileB
]. append ( 将边从 B 添加到 A

A 程度的增量
如果结束

结束
结束

getDisconnectedSubgraps ( 识别断开的子图

对于每个 in do

while 长度 ( ) ※ NumberOfNodes ( do
- argmin ({ and

对于每个 in do

结束
. append (

结束时
. append (

结束

返回
结束程序

我们将考虑如何在同一仓库内利用文件之间的依赖关系。具体来说，我们首先解析文件间的依
赖关系，然后按照确保每个文件所依赖的上下文出现在该文件之前的顺序排列这些文件。通过
根据依赖关系对文件进行对齐，我们的数据集更准确地反映了实际的编码实践和结构。这种增
强的对齐不仅使数据集更具相关性，还可能提高模型在处理项目级代码场景时的实用性和适用
性。值得注意的是，我们仅考虑文件之间的调用关系，并使用正则表达式提取这些关系，例如
"导入" 在 Python 中 ， "使用" 在 C ＃ 中 ， 和 "包括" in C.

该算法1描述了在一个项目内的文件列表中进行依赖分析的拓扑排序。初始步骤是设置两个数
据结构：一个名为空邻接表。 "图形"
表示文件和空字典之间的依赖关系 "学位" 用于存储每个文件的 in - degrees 。然后 ， 算法迭
代每个文件对 ， 以识别
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2.3. Repo 级重复数据删除

2.4. 质量筛选和去污

除了应用第2.1节中提到的过滤规则外，我们还使用了一个编译器和一个质量模型，并结合启
发式规则进一步过滤掉低质量的数据。这包括包含语法错误、可读性差和低模块化的代码。我
们在表1中提供了源代码的统计摘要，其中包括87种语言的总览，详细列出了每种语言的磁盘
大小、文件数量以及所占百分比。总数据量为798 GB，共有6亿个文件。为了确保我们的代码
训练数据不会受到来自测试集的信息污染，这些信息可能存在于GitHub上，我们实施了n-克gr
am过滤过程。该过程涉及移除符合特定标准的任何代码片段。具体而言，我们排除了包含来
自HumanEval（Chen等，2021）、MBPP（Austin等，2021）、GSM8K（Cobbe等，2021
）和MATH（Hendrycks等，2021）等来源的文档字符串、问题和解决方案文件。对于过滤标
准，我们应用了以下规则：如果一段代码包含与测试数据中任何一个10-克gram字符串完全相
同的字符串，则将其从训练数据中排除。当测试数据由短于10-克gram但不少于3-克gram的字
符串组成时，我们采用精确匹配的方法进行过滤。

最近的研究表明，通过去重训练数据集可以显著提高大型语言模型（LLMs）的性能。李等人
（2022）发现语言模型训练语料库中往往包含大量的近似重复内容，并且通过移除长篇重复
子字符串可以提升LLM的性能。科切托夫等人（2022）应用了近似去重方法到训练数据上，
取得了显著的改进，并强调近似去重是实现竞争性性能的关键预处理步骤。在我们的数据集中
，我们也采用了近似去重的方法。然而，与以往的工作相比，我们采取了不同的方法。我们是
在代码仓库级别进行去重，而不是在文件级别进行，因为后者可能会过滤掉仓库内的某些文件
，从而可能破坏仓库结构。具体而言，我们将仓库级别的所有代码拼接成一个样本，并应用相
同的近似去重算法以确保仓库结构的完整性。

驻留, 更新 "图形" and "学位" 相应地，接下来识别整体依赖图中的任何孤立子图。对于每个
子图，算法采用修改后的拓扑排序。与标准方法选择入度为零的节点不同，该算法选择入度最
小的节点，这使其能够处理图中的循环。选定的节点被添加到 "结果" 列表中的节点及其连接
节点的入度减少。这一过程将持续进行，直到为每个子图生成一个拓扑排序序列。算法最终返
回这些排序序列的列表，并将每个序列中的文件连接起来形成单个训练样本。为了包含文件路
径信息，在每个文件开头添加一条注释以指示文件的路径。这种方法确保了路径信息保留在训
练数据中。



0.91 126 0.11 0.16 20 0.02
0.26 59 0.03 0.82 138 0.10
0.07 24 0.01 0.92 460 0.12
0.19 38 0.02 0.03 6 0.00
0.03 17 0.00 0.82 10 0.10
0.91 794 0.11 0.01 1 0.00
0.00 1 0.00 0.91 139 0.11
0.09 53 0.01 0.79 470 0.10
0.92 859 0.12 0.81 148 0.10
0.10 15 0.01 58.92 40,627 7.38
28.64 27,111 3.59 0.91 236 0.11
58.56 53,739 7.34 0.03 5 0.00
0.90 295 0.11 0.92 391 0.12
0.90 359 0.11 120.68 75,188 15.12
0.92 361 0.12 0.92 158 0.11
0.92 105 0.11 0.09 13 0.01
90.87 36,006 11.39 6.83 1,606 0.86
5.63 11,638 0.71 15.01 18,526 1.88
0.91 115 0.11 0.61 692 0.08
0.89 264 0.11 0.92 70 0.11
0.04 48 0.00 0.81 971 0.10
0.91 549 0.11 0.92 216 0.12
0.92 232 0.12 13.92 10,890 1.74
0.91 148 0.11 0.92 880 0.12
0.92 145 0.12 0.85 83 0.11
0.91 340 0.11 0.10 88 0.01
1.67 654 0.21 15.14 7,009 1.90
0.92 296 0.11 0.20 41 0.03
2.58 1,365 0.32 0.74 117 0.09
0.89 340 0.11 0.91 122 0.11
0.87 213 0.11 0.91 165 0.11
30.05 14,998 3.77 0.90 110 0.11
0.11 32 0.01 0.17 53 0.02
0.74 39 0.09 20.46 2,867 2.56

148.66 134,367 18.63 0.05 21 0.01
0.86 1072 0.11 60.62 62,432 7.60
53.84 71,895 6.75 0.01 1 0.00
4.61 11956 0.58 0.85 392 0.11
0.92 202 0.12 0.75 73 0.09
14.38 2,555 1.80 0.36 48 0.04
6.00 3,121 0.75 0.72 67 0.09
0.52 68 0.07 0.74 890 0.09
0.05 4 0.01 0.81 70 0.10
0.01 3 0.00 797.92 603,173 100.00
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3. 培训政策

3.1. 培训策略

3.1. 1. Next Token 预测

语言

Ada
Agda
合金
ANTLR
AppleScript
装配
Augeas
AWK
Batchfile
Bluespec
C
C#
Clojure
CMake
CoffeeScript
Common Lisp
C++
CSS
CUDA
Dart
Dockerfile
长生不老药
Elm
Emacs Lisp
Erlang
F#
Fortran
GLSL
Go
Groovy
Haskell
HTML
伊德里斯
伊莎贝尔
Java
Java 服务器页
JavaScript
JSON
朱莉娅
Jupyter 笔记本
Kotlin
Lean
识字 Agda
Literate CoffeeScript

大小 (GB) 文件 (k) Prop. (%) 语言

Literate Haskell
Lua
Makefile
枫木
Mathematica
MATLAB
OCaml
帕斯卡
Perl
PHP
PowerShell
Prolog
协议缓冲区
Python
R
球拍
RMarkdown
Ruby
Rust
SAS
Scala
方案
壳体
Smalltalk
Solidity
Sparql
SQL
Stan
标准 ML
Stata
SystemVerilog
TCL
Tcsh
Tex
节俭
TypeScript
Verilog
VHDL
Visual Basic
XSLT
Yacc
YAML
Zig
Total

大小 (GB) 文件 (k) Prop. (%)

表 1 | 所选编程语言的清理训练数据的摘要。

下一个令牌预测
我们模型的第一个训练目标被称为 在这一过程中，各种文件被连接以形成固定长度的条目。
然后，使用这些条目训练模型，使其能够根据提供的上下文预测后续的标记。
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图 3 | 使用 FIM 目标的有效性。

3.1. 2. Fill - in - the - middle

基准 / HumanEval - Pass @ 1 基准 / HumanFIM - Pass @ 1 Benchmark / MBPP - Pass @ 1

fim_0
fim_0.5
fim_1.0
msp_0.5

值 值值

步骤 步骤 步骤

填充中间。
我们模型的第二个训练目标被称为 在代码预训练场景中，通常需要根据给定的上下文和后续
文本生成相应的插入内容。由于编程语言中的特定依赖关系，仅依靠下一个标记预测不足以学
习这种中间填充能力。因此，一些方法（如Bavarian等，2022；Li等，2023）提出了Fill-in-th
e-Middle（FIM）的预训练方法。该方法涉及随机将文本分为三部分，然后打乱这三部分的顺
序并用特殊字符连接它们。这种方法旨在在训练过程中融入一种填空预训练任务。在FIM方法
中，使用了两种不同的模式：Prefix-Suffix-Middle（PSM）和Suffix-Prefix-Middle（SPM）。
在PSM模式下，训练语料库按以下顺序组织：    ,    ,    你：相反，SPM模式将段落排列方
式设置为由前缀和后缀 flank 中间的部分。    ,    ,    呈现了不同的结构性挑战。这些模式
对于增强模型处理代码中各种结构排列的能力至关重要，并为高级代码预测任务提供了稳健的
训练框架。

实验设置: 在本次实验中，我们采用DeepSeek-Coder-Base 1.3B作为模型架构。我们专注于
训练数据集中的一部分Python子集，以简化实验过程。我们的主要目标是评估Fill-in-the-Middl
e（FIM）技术的有效性，并使用HumanEval-FIM基准（Fried等人，2022年）。该基准专门针
对Python的一行FIM任务，在此任务中，随机遮蔽HumanEval解决方案中的一行代码，测试模
型预测缺失部分的能力。我们假设PSM模式可能与传统的下一个标记预测目标存在细微差异。
这主要是因为PSM涉及重新排列原始文本的顺序，可能会对模型的学习动态产生影响。因此，
我们在四种不同的配置下实施了PSM模式进行FIM：0% FIM率、50% FIM率、100% FIM率和
50% MSP率。屏蔽跨度预测（MSP）策略最初是在T5（Raffel等人，2023年）中引入的，它
隐藏多个文本片段并训练模型重建这些片段。根据CodeGen2.5（Nijkamp等人，2023年），
MSP可能在FIM性能上优于PSM。因此，我们将这种方法纳入了我们的比较分析中。

Results: 我们的实验结果如图3所示。虽然模型在HumanEval-FIM上表现出最佳性能，达到10
0%的FIM率，但这种配置也导致了最弱的代码完成能力。这表明FIM和代码完成能力之间存在
权衡关系。

为了确定FIM方法中各种超参数的有效性，我们进行了系列消融实验。



<｜ ｜> 𝑓𝑝𝑟𝑒<｜ ｜> 𝑓𝑠𝑢 𝑓<｜ ｜> 𝑓𝑚𝑖𝑑𝑑𝑙𝑒
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3.2. Tokenizer

3.3. 模型体系结构

3.5. Environments

3.4. 优化

fim _ start fim _ hole fim _ end < | eos _ token | >

我们开发了一系列具有不同参数的模型以满足多样化的应用需求，包括参数量为1.3B、6.7B和
33B的模型。这些模型基于DeepSeek-AI（2024）提出的DeepSeek大型语言模型（LLM）框
架构建。每个模型均为解码器型Transformer，采用了Su等人（2023）描述的旋转位置嵌入（
RoPE）。值得注意的是，DeepSeek 33B模型集成了分组查询注意力（GQA），分组大小为8
，从而提高了训练和推理效率。此外，我们还使用了FlashAttention v2（Dao，2023）来加速
注意力机制中的计算过程。我们的模型架构细节总结在表2中。

对于标记化过程 ， 我们使用 HuggingFace Tokenizer 库 2 为了训练字-piece编码（BPE）分
词器（Sennrich等，2015），我们在训练语料库的一部分上根据Sennrich等（2015）的方法
进行训练。最终，我们使用了一个词汇量大小为32,000的分词器。

我们的实验使用了HAI-LLM（High-Flyer, 2023）框架进行，该框架以其在训练大规模语言模
型时的高效性和轻量级方法而闻名。该框架采用了多种并行策略来优化计算效率，包括张量并
行（Korthikanti等，2023）、ZeRO数据并行（Rajbhandari等，2020）以及PipeDream管道并
行（Narayanan等，2019）。我们的实验

代码补全能力。此外，我们观察到当PSM（可能的手术治疗）率设定为50%时，模型的表现优
于MSP（基于状态的策略）策略。为了在FIM（功能独立性测量）效率与代码补全熟练度之间
取得平衡，我们最终选择了50%的PSM率为我们的首选训练策略。

我们在打包过程之前，在文档级别实施了Fill-in-the-Middle（FIM）方法，这与Bavarian等人的
原始工作（2022年）提出的建议一致。具体实施时采用FIM率为0.5的模式，遵循PSM模式。

在我们的实施中，我们特别引入了三种哨兵标记。对于每个代码文件，我们最初将其内容划分
为三个部分，分别表示为 푓
푝푟푒 , 푓
   , and
푓
푠푢 푓 。使用 PSM 模式 ， 我们构造训练示例如下 ：

2 https: / / github. com / huggingface / tokenizer
s

在 DeepSeek LLM(DeepSeek - AI ， 2024) 之后 ， 我们使用 AdamW(Loshchilov 和 Hutter 
， 2019) 作为优化器 훽 and 훽 值分别为 0.9 和 0.95 。我们通过以下方式调整批量大小和
学习率
2
1
DeepSeek 大型语言模型中建议的缩放定律。在学习率调度方面，我们实施一个三阶段策略，
包括 2000 个预热步长，并将最终学习率设置为 √ 的 10%。
初始速率。值得注意的是 ， 每个阶段的学习速率都按比例缩小到 1 前面的
10
阶段的费率 ， 遵循 DeepSeek LLM (DeepSeek - AI ， 2024) 中确立的指导方针。



2048 4096 7168
5504 11008 19200

24 32 62
16 32 56

1024 2304 3840
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3.7. Instruction Tuning

3.6. Long Context

表 2 | DeepSeek - Coder 的超参数。

超参数

隐藏激活
隐藏大小
中间尺寸
隐藏层数
注意头数
Attention
批量大小
最大学习率

DeepSeek - Coder 1.3 B

SwiGLU

多头

5.3e-4

DeepSeek - Coder 6.7 B

SwiGLU

多头

4.2e-4

DeepSeek - 编码器 33B

SwiGLU

分组查询 (8)

3.5e-4

我们通过基于指令的微调方法，使用高质量数据来增强DeepSeek-Coder-Base，从而开发出De
epSeek-Coder-Instruct。这些数据包括经过Alpaca指令格式（Taori等，2023）结构化的人类指
令，以区分每一部分。
<|EOT|>
对话转向 ， 我们使用了一个唯一的分隔符令牌 为了表示每个段落的结束。在训练中，我们使
用余弦调度策略，包含100步预热阶段，并且初始学习率为1e-5。我们还使用了4000万个令牌
的批量大小和总共20亿个令牌。
一个使用DeepSeek-Coder-Instruct 34B的例子展示在图4中。这个示例是一个多轮对话场景，
用于构建蛇游戏。首先，我们要求模型使用pygame编写一个蛇游戏。模型成功创建了一个可
以正常运行且没有错误的基本蛇游戏。为了改进游戏，我们进一步请求在左上角添加一个得分
系统。随后，模型引入了 "分数" 变量和一个 "display _ score" 功能，以及如何集成这些功能
的说明。本例展示了DeepSeek-Coder-Instruct在多轮对话场景中提供完整解决方案的能力。
更多案例详见附录A。

利用配备NVIDIA A100和H800 GPU的集群。在A100集群中，每个节点配置有8块GPU，并通
过NVLink桥连接成对。H800集群同样如此安排，每个节点也包含8块GPU。这些GPU通过NV
Link和NVSwitch技术进行互联，确保节点内的高效数据传输。为了在A100和H800集群中实现
无缝通信，我们采用InfiniBand互连技术，这种技术以其高吞吐量和低延迟而闻名。这种设置
为我们的计算实验提供了坚固且高效的基础设施。

为了增强DeepSeek-Coder在处理扩展上下文方面的能力，特别是在仓库级别代码处理等场景
中，我们重新配置了RoPE（Su et al., 2023）参数以扩展默认的上下文窗口。遵循先前的做法
（Chen et al., 2023；kaiokendev, 2023），我们采用了一种线性缩放策略，将缩放因子从1增
加到4，并将基本频率从10000调整到100000。模型额外进行了1000步训练，批大小为512，
序列长度为16K。学习率保持与最终预训练阶段相同。理论上，这些修改使我们的模型能够在
64K令牌的上下文中进行处理。然而，实证观察表明，该模型在其输出最为可靠的16K令牌范
围内表现最佳。未来的研究将继续完善和评估长上下文适应方法，旨在进一步提高DeepSeek-
Coder在处理扩展上下文方面的效率和用户友好性。
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…
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4. 实验结果

Q1 ： 使用 pygame 编写游戏蛇 Q2 ： 在左上角添加评分系统

当然 ， 这里是经典 Snake 的简单实现
使用 Pygame 的 game 。此代码将创建一个带有
蛇 ， 可以使用箭头键控制
每次吃食物时都会变长。游戏将
结束 ， 如果蛇撞到窗口的边缘或自己的尾巴。

'' '' python
导入 pygame
随机导入

running = True
运行时:

# 绘制一切
screen. fill (黑色)
snake. draw ()
food. draw ()
pygame. display. flip ()
# 限制帧速率
clock. tick (速度)

# 退出 Pygame
pygame. quit ()

此代码设置了一个基本的游戏循环 ， 蛇在
响应按键 ， 游戏结束 ， 如果蛇击中
窗户的边缘或它自己的尾巴。蛇的长度越来越长
每次它吃食物。游戏一直持续到玩家
关闭窗口。

在游戏的左上角添加计分系统
窗口中 ， 您可以创建一个函数来显示分数和
每次蛇吃食物时都增加它。这是你的方式
可以修改代码以包含评分系统 ：
'' '' python

running = True
运行时:

# 绘制一切
screen. fill (黑色)
snake. draw ()
food. draw ()
display _ score (score)# 显示分数
pygame. display. flip ()
# 限制帧速率
clock. tick (速度)

# 退出 Pygame
pygame. quit ()

在这个更新的代码中 ， 我们添加了一个'score' 要保留的变量
跟踪玩家的分数 ， 每次递增
蛇吃食物。 'display _ score'函数用于
渲染乐谱文本并将其显示在
window. The'display _ score'函数是在蛇之后调用的
移动了 ， 屏幕上充满了黑色 ，
但在 'pygame. display. flip ()'打电话 ， 所以分数是
画在其他一切之上。

运行代码 运行代码

图 4 | DeepSeek - Coder - Instruct 33B 在多轮设置中的响应示例。

在本节中，我们评估了DeepSeek-Coder在四项任务上的表现，包括代码生成（第4.1节）、FI
M代码完成（第4.2节）、跨文件代码完成（第4.3节）以及程序基础的数学推理（第4.4节）。
我们将DeepSeek-Coder与之前的最先进的大型语言模型进行了比较：

• CodeGeeX2 郑等（2023）代表了多语言代码生成模型CodeGeeX的第二代。该模型基
于ChatGLM2（杜等，2022）架构开发，并通过大量编程示例数据集进行了增强。• StarC
oder (Li等, 2023) 是一个可公开访问的模型，参数量达到150亿。该模型专门训练于精心筛
选的Stack数据集子集（Kocetkov等, 2022），涵盖了86种编程语言，确保其在广泛的编码
任务中具备卓越的能力。• CodeLlama 罗济耶等（2023）涵盖了系列以代码为中心的大语
言模型（LLMs），这些模型是基于LLaMA2（托弗伦等，2023）衍生而来的。这些模型有
三种规模——7B、13B和34B，并且持续在包含5000亿个token的庞大代码语料库上进行训
练，建立在基础的LLaMA2架构之上。 代码 - 库斯曼 - 001 Chen 等人(2021) 是由 OpenAI
开发的 120 亿个参数模型 ， 并作为 Github Copilot 的初始模型。 GPT - 3.5 和 GPT - 4 (
OpenAI, 2023) 是由 OpenAI 开发的先进生成式人工智能模型。虽然它们并非专门针对代码
生成进行训练，但也展示了



33.5% 31.9% 30.6% 28.9% 31.3% 22.1% 11.7% - - -
36.0% 29.2% 25.9% 23.6% 20.8% 29.7% 6.3% 24.8% 24.5% 36.2%
31.7% 31.1% 28.5% 25.4% 34.0% 34.8% 8.9% 29.8% 28.0% 42.8%
31.7% 29.8% 34.2% 23.6% 36.5% 36.7% 12.0% 29.2% 29.2% 38.6%
36.0% 37.9% 38.0% 34.2% 45.2% 43.0% 16.5% 32.3% 35.4% 48.4%
48.2% 44.7% 44.9% 41.0% 42.1% 48.7% 15.8% 42.2% 41.0% 55.2%

34.8% 31.1% 32.3% 24.2% 28.9% 36.7% 10.1% 28.6% 28.3% 46.2%
49.4% 50.3% 43.0% 38.5% 49.7% 50.0% 28.5% 48.4% 44.7% 60.6%
56.1% 58.4% 51.9% 44.1% 52.8% 51.3% 32.3% 55.3% 50.3% 66.0%

76.2% 63.4% 69.2% 60.9% 69.1% 70.8% 42.4% 67.1% 64.9% 70.8%
84.1% 76.4% 81.6% 77.2% 77.4% 79.1% 58.2% 78.0% 76.5% 80.0%

65.2% 45.3% 51.9% 45.3% 59.7% 55.1% 12.7% 52.2% 48.4% 49.4%
78.6% 63.4% 68.4% 68.9% 67.2% 72.8% 36.7% 72.7% 66.1% 65.4%
79.3% 68.9% 73.4% 72.7% 67.9% 74.1% 43.0% 73.9% 69.2% 70.0%

11

4.1. 代码生成

表 3 | 多语言 HumanEval 和 MBPP 基准方法的性能。

型号尺寸 Python C# Bash JS Avg MBPP

代码 - cushman - 001 12B
CodeGeeX2 6B
StarCoderBase 16B
CodeLlama 7B
CodeLlama 13B
CodeLlama 34B

DeepSeek - Coder - Base 1.3 B
DeepSeek - Coder - Base 6.7 B
DeepSeek - Coder - Base 33B

GPT - 3.5 - Turbo -
GPT-4 -

DeepSeek - Coder - Instruct 1.3 B
DeepSeek - Coder - Instruct 6.7 B
DeepSeek - Coder - Instruct 33B

C++ Java PHP TS

多语言基础模型

指令调整模型

HumanEval 和 MBPP 基准 HumanEval（Chen等，2021）和MBPP（Austin等，2021）基准
广泛用于评估代码LLM。HumanEval包含164个手工编写的Python问题，通过测试案例验证，
以零样本设置评估代码生成能力；而MBPP基准则包括500个问题，采用少量样本设置。为了
评估模型的多语言能力，我们将Humaneval基准中的Python问题扩展到七种常用编程语言，
即C++、Java、PHP、TypeScript（TS）、C#、Bash和JavaScript（JS）（Cassano等，202
3）。对于这两个基准，我们采用了贪婪搜索方法，并使用相同的脚本和环境重新实现了基线
结果，以确保公平比较。

DS - 1000 基准 HumanEval 和 MBPP 存在一个显著的缺点，即它们高度依赖于简单的编程任
务，这可能无法准确反映大多数程序员通常编写的代码类型。相比之下，Lai 等人（2023）在
工作中引入的 DS-1000 基准测试提供了涵盖七种不同库的 1,000 个实用且现实的数据科学工
作流程的全面集合。该基准测试通过使用特定测试案例执行代码来评估代码生成能力。DS-10
00 的独特之处在于其基于所涉及库对问题进行分类，这些库包括 Matplotlib、NumPy、Panda
s、SciPy、Scikit-

如表3所示，本研究的结果表明，DeepSeek-Coder-Base 在 HumanEval 和 MBPP 上分别取
得了 50.3% 和 66.0% 的平均准确率，达到了最先进的性能。与同样规模的开源模型 CodeLla
ma-Base 34B 相比，我们的模型在准确率方面分别提高了 9% 和 11%。值得注意的是，即使
是我们较小的模型 DeepSeek-Coder-Base 6.7B 也超过了 CodeLlama-Base 34B 的性能。经
过指令微调后，我们的模型在 HumanEval 基准测试中超越了闭源的 GPT-3.5-Turbo 模型，显
著缩小了与 OpenAI GPT-4 之间的性能差距。

在该领域表现出色。它们在处理代码生成任务方面的有效性主要归因于其参数量的巨大
规模。



38.7% 26.8% 14.4% 11.8% 19.8% 27.0% 17.8% 22.9%
43.2% 29.1% 11.0% 20.6% 23.6% 32.2% 15.6% 24.6%
41.9% 24.6% 14.8% 16.2% 18.9% 17.4% 17.8% 22.1%
46.5% 28.6% 18.2% 19.1% 18.9% 27.8% 33.3% 26.8%
50.3% 42.7% 23.0% 25.0% 28.3% 33.9% 40.0% 34.3%

32.3% 21.4% 9.3% 8.8% 8.5% 16.5% 8.9% 16.2%
48.4% 35.5% 20.6% 19.1% 22.6% 38.3% 24.4% 30.5%
56.1% 49.6% 25.8% 36.8% 36.8% 40.0% 46.7% 40.2%
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表 4 | DS - 1000 任务上不同方法的性能。

型号尺寸

CodeGeeX2 6B
StarCoder - Base 16B
CodeLlama - Base 7B
CodeLlama - Base 13B
CodeLlama - Base 34B

DeepSeek - Coder - Base 1.3 B
DeepSeek - Coder - Base 6.7 B
DeepSeek - Coder - Base 33B

Matplotlib Numpy 熊猫 Pytorch ： Scikit - Learn Tensorflow Avg

LeetCode 竞赛基准 为了进一步验证该模型在实际编程问题中的能力，我们构建了LeetCode 
Contest基准。 3 . LeetCode 4 呈现了竞赛级别的问题，提供了显著的挑战，测试模型的问题
理解和代码生成能力。我们从LeetCode Contest收集了最新的问题，以防止这些问题或其解决
方案出现在预训练数据中。从2023年7月到2024年1月共收集了180个问题。对于每个问题，我
们收集了100个测试案例以确保测试覆盖范围。我们使用模板“{问题描述}\n请在此完成代码以
解决上述问题：\n```python\n{代码模板}\n```”构建指令提示。

我们的分析表明，实施Chain-of-Thought（CoT）提示显著提升了DeepSeek-Coder-Instruct模
型的能力。这一改进在更具挑战性的任务子集中尤为明显。通过在初始提示后添加指令：“首
先编写一个逐步大纲，然后编写代码。”我们观察到性能有所提升。这一观察使我们相信，先
制定详细的代码描述过程有助于模型更有效地理解并解决编码任务中的逻辑和依赖关系复杂性
，尤其是那些更为复杂的任务。因此，我们在使用DeepSeek-Coder-Instruct模型应对复杂编
码挑战时，强烈建议采用CoT提示策略。这种做法促进了更为系统和逻辑的问题解决框架，可
能在代码生成任务中产生更加精确和高效的成果。

评价结果如表5所示。在我们的评估中，DeepSeek-Coder模型在当前开源编码模型中表现出
色。具体而言，DeepSeek-Coder-Instruct 6.7B和33B分别在这个基准测试中实现了19.4%和2
7.8%的Pass@1得分。这一性能显著超过了现有的开源模型，如Code-Llama-33B。DeepSee
k-Coder-Instruct 33B是唯一一个在这项任务中优于OpenAI的GPT-3.5-Turbo的开源模型。然
而，与更先进的GPT-4-Turbo相比，仍存在明显的性能差距。

学习、PyTorch和TensorFlow。基准评估了代码补全设置下基础模型的性能，并为每个库提供
了pass@1结果以及总体得分。

3 https: / / github. com / deepseek - ai / DeepSeek - Coder / tree / main
我们已经在
/ 评估 / LeetCode
.
4 https: / / leetcode. com /

DS-1000基准的结果如表4所示。从表中可以看出，DeepSeek-Coder模型在所有库中都实现
了较高的准确性，这表明我们的模型不仅能够生成高质量的代码，还能够在实际的数据科学工
作流程中更准确地使用库。



17.8% 1.1% 0.0% 5.0%
24.4% 4.4% 4.5% 9.4%
26.7% 8.8% 9.1% 13.3%

46.7% 15.4 % 15.9% 23.3%
42.2% 15.4% 20.5% 23.3%
73.3% 31.9% 25.0% 40.6%
71.1% 35.2% 25.0% 41.8%

22.2% 1.1% 4.5% 7.2%
22.2% 2.2% 2.3% 7.2%
44.4% 12.1% 9.1% 19.4%
44.4% 17.6% 4.5% 21.1%
57.8% 22.0% 9.1% 27.8%
53.3% 25.3% 11.4% 28.9%

44.0% 62.0% 74.0% 69.0%
62.0% 73.0% 74.0% 69.7%
67.6% 74.3% 80.2% 69.7%
68.3% 77.6% 80.7% 75.5%

57.4% 82.2% 71.7% 70.4%
66.6% 88.1% 79.7% 80.7%
65.4% 86.6% 82.5% 81.2%
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评价结果如表 6 所示。尽管是容量最小的模型

表 5 | 不同模型在 LeetCode 竞赛基准上的表现。

表 6 | FIM 任务上不同方法的性能。

4.2. 填写中间代码完成

型号尺寸

WizardCoder - V1.0 15B
CodeLlama - Instruct 34B
Phind - CodeLlama - V2 34B

Easy (45) 中等 (91) Hard (44) 总体(180)

GPT - 3.5 - Turbo -
GPT - 3.5 - Turbo + CoT -
GPT - 4 - Turbo -
GPT - 4 - Turbo + CoT -

DeepSeek - Coder - Instruct 1.3 B
DeepSeek - Coder - Instruct + CoT 1.3 B
DeepSeek - Coder - Instruct 6.7 B
DeepSeek - Coder - Instruct + CoT 6.7 B
DeepSeek - Coder - Instruct 33B
DeepSeek - Coder - Instruct + CoT 33B

型号尺寸 python java JavaScript Mean

SantaCoder 1.1 B
StarCoder 16B
CodeLlama - Base 7B
CodeLlama - Base 13B

DeepSeek - Coder - Base 1B
DeepSeek - Coder - Base 7B
DeepSeek - Coder - Base 33B

DeepSeek-Coder 模型在其预训练阶段使用 0.5 的 FIM（Fill-In-the-Middle）率进行训练。这
种专门的训练策略使模型能够根据给定代码片段前后文（前缀和后缀）填补空白，从而高效地
生成代码。这一能力特别适用于代码补全工具。许多具有类似能力的开源模型已经涌现出来。
其中值得一提的是 SantaCoder（Allal 等人，2023 年）、StarCoder（Li 等人，2023 年）和 
CodeLlama（Roziere 等人，2023 年）。这些模型在代码生成和补全领域树立了先例。在评
估 DeepSeek-Coder 模型的表现时，我们与上述模型进行了对比分析。此次比较的基准是单
行填充基准，包括由 Allal 等人（2023 年）提出的三种不同编程语言的数据集。该基准使用行
准确匹配精度作为评估指标。

尽管我们投入了大量努力以收集最新的代码问题用于模型测试，但仍无法完全排除数据污染的
可能性。我们在7月和8月举办的LeetCode竞赛中观察到，GPT-4-Turbo和DeepSeek-Coder模
型获得了更高的分数。我们建议研究社区在将来使用我们发布的LeetCode数据进行模型评估
时考虑数据污染的潜在问题。



64.64% 12.34% 60.64% 13.19% 63.04%

16.14% 66.51% 17.72% 63.18% 14.03% 61.77% 16.23% 63.42%
66.65% 16.64% 61.88% 13.23% 60.92% 14.48% 62.38%

14

4.3. 跨文件代码完成

表 7 | 不同模型对跨文件代码完成的性能。

Python Java TypeScript C#型号尺寸
EM ES EM ES EM ES EM ES

CodeGeex2 6B 8.11% 59.55% 7.34% 59.60% 6.14% 55.50% 1.70% 51.66%
+ 检索 10.73% 61.76% 10.10% 59.56% 7.72% 55.17% 4.64% 52.30%

StarCoder - Base 7B 6.68% 59.55% 8.65% 62.57% 5.01% 48.83% 4.75% 59.53%
+ 检索 13.06% 64.24% 15.61% 64.78% 7.54% 42.06% 14.20% 65.03%

CodeLlama - Base 7B 7.32% 59.66% 9.68% 62.64% 8.19% 58.50% 4.07% 59.19%
+ 检索 13.02% 64.30% 16.41%

DeepSeek - Coder - Base 6.7 B 9.53% 61.65% 10.80% 61.77% 9.59% 60.17% 5.26% 61.32%
+ 检索
+ retrieval w / o Repo Pre - training 16.02%

.of 1.3亿个参数，DeepSeek-Coder 在这些基准测试中表现优于其更大的同类模型StarCoder
和CodeLlama。这种卓越性能可归因于DeepSeek-Coder所使用的高质量预训练数据。此外，
观察到的一个显著趋势是模型大小与性能之间的关联性。随着模型规模的增加，相应的性能提
升也变得更为合理。这一趋势强调了模型容量在代码补全任务中实现更高准确性的关键作用。
基于这些发现，我们建议在代码补全工具中部署DeepSeek-Coder-Base 6.7B模型。这一建议
是建立在该模型在效率与准确性之间取得平衡的基础上的。DeepSeek-Coder-Base 6.7B模型
凭借其庞大的参数量，在代码补全领域已证明其高度有效性，使其成为将先进计算能力整合到
编程环境中的理想选择。

在本节中，我们将评估现有开源模型在跨文件代码完成任务中的性能。与上一节讨论的代码生
成不同，跨文件代码完成要求模型访问和理解跨越多个文件且具有众多跨文件依赖关系的仓库
。我们使用CrossCodeEval（Ding等，2023）来评估目前可用的大规模（7B）开源代码模型
在跨文件完成任务中的能力。该数据集基于四个流行编程语言（Python、Java、TypeScript和
C#）的一组多样化的实际开源且许可宽松的仓库构建而成。该数据集特别设计以严格要求跨
文件上下文，以确保准确完成。值得注意的是，该数据集是从2023年3月至6月创建的仓库构
建而来，而我们的预训练数据仅包括在2023年2月之前创建的代码，从而确保该数据集未包含
在我们的预训练数据中，避免了数据泄露。

在我们对各种模型的评估中，我们将最大序列长度设置为2048个令牌，最大输出长度设置为5
0个令牌，并将跨文件上下文的最大令牌数限制为512个。对于跨文件上下文，我们利用了Din
g等（2023）提供的官方BM25搜索结果。评价指标包括精确匹配和编辑相似度。结果如表7所
示，表明DeepSeek-Coder在多种语言的跨文件完成任务中始终优于其他模型，展示了其优越
的实际应用能力。仅使用文件级代码语料库时（你：）， w / o 回购预培训 为了预训练Deep
Seek-Coder，在Java、TypeScript和C#语言中观察到性能下降，这表明仓库级别预训练的有
效性。



22.2% 9.7% 23.6% 39.0% 44.6% 48.5% 66.0% 36.2%
23.4% 10.3% 23.0% 42.4% 45.0% 54.9% 81.1% 40.0%
31.2% 12.1% 30.2% 54.2% 52.9% 59.6% 82.6% 46.1%
43.1% 14.4% 40.2% 59.2% 60.3% 63.6% 85.3% 52.3%
58.2% 21.2% 51.8% 70.3% 69.8% 70.7% 91.8% 62.0%

14.6% 16.8% 14.5% 36.7% 30.0% 48.2% 62.3% 31.9%
43.2% 19.2% 40.3% 58.4% 67.9% 67.2% 87.0% 54.7%
60.7% 29.1% 54.1% 71.6% 75.3% 76.7% 93.3% 65.8%

70%
10%
7%
7%
6%
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5. 继续从一般 LLM 的预培训

4.4. 基于程序的数学推理

表 9 | DeepSeek - Coder - v1.5 7B 预训练的数据源

型号尺寸 GSM8k TabMWP ASDiv MAWPS Avg

CodeGeex - 2 7B
StarCoder - Base 16B
CodeLlama - Base 7B
CodeLlama - Base 13B
CodeLlama - Base 34B

DeepSeek - Coder - Base 1.3 B
DeepSeek - Coder - Base 6.7 B
DeepSeek - Coder - Base 33B

MATH GSM - Hard SVAMP

多语言基础模型

表 8 | 不同方法在程序辅助数学推理任务上的性能。

数据源 百分比

源代码
Markdown 和 StackExchange
与代码相关的自然语言
与数学相关的自然语言
双语(汉英) 自然语言

为了进一步增强DeepSeek-Coder模型在自然语言理解和数学推理方面的能力，我们从通用语
言模型DeepSeek-LLM-7B Base（DeepSeek-AI, 2024）中进行额外的预训练，使用了2万亿
个令牌的数据，从而生成了DeepSeek-Coder-v1.5 7B。对于此次预训练，我们特别使用了表9
中列出的数据源。与DeepSeek-Coder不同，DeepSeek-Coder-v1.5 在预训练阶段仅使用下一
个令牌预测目标，并且上下文长度为4K。

程序导向的数学推理涉及评估模型通过编程理解并解决数学问题的能力。这种类型的推理在数
据解析和科学计算等领域至关重要。为了进行这项评估，我们采用了高晓等（2023）提出的程
序辅助数学推理（PAL）方法。该方法应用于七个不同的基准测试中，每个基准测试都提供了
独特的挑战和背景。这些基准包括GSM8K（Cobbe等，2021）、MATH（Hendrycks等，202
1）、GSM-Hard（高晓等，2023）、SVAMP（Patel等，2021）、TabMWP（Lu等，2022）
、ASDiv（Miao等，2020）和MAWPS（Gou等，2023）。在每个基准测试中，模型被要求交
替地用自然语言描述解决方案步骤，然后用代码执行该步骤。如表8所示，DeepSeek-Coder
模型在所有基准测试中表现出色，尤其是33B变体，这表明使用此类模型在需要复杂数学计算
和解决问题能力的应用中具有巨大潜力。

我们对DeepSeek-Coder-v1.5 7B和DeepSeek-Coder 6.7B进行了比较，并使用我们的评估管
道重新运行所有基准测试以确保公平比较。我们从以下几类任务评估性能范围：
1. 代码生成任务；
2. 代码理解任务；
3. 代码修复任务；
4. 其他相关任务。



44.7% 60.6% 43.2% 19.2% 36.6% 44.3% 53.8% 57.1% 32.5%
62.4% 24.7% 49.1% 55.2% 69.9% 63.8% 47.2%

66.1% 65.4% 62.8% 28.6% 37.2% 46.9% 55.0% 57.6% 37.4%
72.6% 34.1% 49.5% 53.3% 72.2% 63.4% 48.1%
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6. Conclusion

自然语言编程数学推理

型号尺寸 HumanEval MBPP GSM8K MATH MMLU BBH HellaSwag WinoG ARC - C

DeepSeek - Coder - Base 6.7 B
DeepSeek - Coder - Base - v1.5 6.9 B 43.2% 60.4%

DeepSeek - Coder - Instruct 6.7 B
DeepSeek - Coder - Instruct - v1.5 6.9 B 64.1% 64.6%

在本技术报告中，我们介绍了名为DeepSeek-Coder的一系列专门用于编程的大型语言模型（
LLMs），可供选择的规模有1.3B、6.7B和33B参数。这些模型的独特之处在于它们基于精心
筛选的项目级代码语料库进行训练，并采用“填补空白”的预训练目标来增强代码填充能力。一
个重要进展是将模型的上下文窗口扩展到16,384个标记，从而显著提高了其在处理大量代码生
成任务方面的有效性。我们的评估结果显示，我们系列中最先进的模型DeepSeek-Coder-Bas
e 33B在多种标准测试中超越了现有的开源代码模型。令人印象深刻的是，尽管DeepSeek-Co
der-Base 6.7B模型的规模较小，但其性能与具有34B参数的CodeLlama相当，这证明了我们
预训练语料库的高质量。

为了增强DeepSeek-Coder-Base模型的零样本指令能力，我们使用高质量的教学数据对它们
进行了微调。这导致DeepSeek-Coder-Instruct 33B模型在一系列与编程相关任务中表现优于O
penAI的GPT-3.5 Turbo，展示了其在代码生成和理解方面的卓越能力。

基模型和指令模型的结果如表10所示。观察发现，尽管DeepSeek-Coder-Base-v1.5模型在编
码性能上略有下降，但在大多数任务上相较于DeepSeek-Coder-Base模型表现出了明显的改
进。特别是在数学推理和自然语言类别中，DeepSeek-Coder-Base-v1.5在所有基准测试中显
著优于其前身，这也展示了该模型在数学推理和自然语言处理能力上的显著提升。

为了进一步提高DeepSeek-Coder-Base模型的自然语言理解能力，我们基于DeepSeek-LLM 7
B检查点进行了额外的预训练。此次额外训练处理了一个包含20亿个标记的多样数据集，其中
包括自然语言、代码和数学数据。结果是创建了一个新的

• 编程 ：本类别包括使用Chen等人（2021）的HumanEval数据集在多语言环境下进行的
评估，以及使用Austin等人（2021）的MBPP数据集在Python环境下进行的评估。 数学推
理 我们使用GSM8K基准（Cobbe等，2021）和MATH基准（Hendrycks等，2021）[4]来
评估在数学推理任务上的性能。这些任务涉及通过生成程序来解决数学问题。 自然语言 我
们的自然语言任务评估包括MMLU（Hendrycks等，2020）、BBH（Suzgun等，2022）、
HellaSwag（Zellers等，2019）、Winogrande（Sakaguchi等，2021）和ARC-Challenge
（Clark等，2018）基准。

表10 | DeepSeek-Coder-Base与DeepSeek-Coder-Base-v1.5性能比较分析。数学
任务通过编程解决。
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图 5 | 构建数据库和数据分析的示例。

A. 用 DeepSeek - Coder - Instruct 聊天的案例

Q2: 创建描绘年龄分布的图。
Q1 ： 用 Python 构建数据库 ， 包括
关于学生的各种信息 ，
插入十条随机记录并显示。

要创建描述学生年龄分布的图表 ， 您
可以在 Python 中使用 thematplotliblibrary 。下面是你可以做到的:

'' '' python
导入 sqlite3
进口熊猫作为 pd
导入 matplotlib. pyplotas plt

# 连接到 SQLite 数据库
conn = sqlite3. connect ('students. db

# 将数据库中的数据读入熊猫 DataFrame
df = pd. read _ sql _ query ("SELECT * 来自学生 ", conn)

# 创建年龄分布的直方图
plt. hist (df ['age'], bins = range (10, 30, 2), edgecolor = 'black')
plt. title ('学生年龄分布
plt. xlabel ('Age
plt. ylabel (学生人数
plt. show ()

当然 ， 这里是一个简单的例子 ， 你可以使用
Python 中的 SQLite 。

'' '' python
导入 sqlite3
随机导入
# 连接到 SQLite 数据库
conn = sqlite3. connect ('students. db
# 创建一个光标对象
cur = conn. cursor ()

# 创建表
cur. execute ('' '' '

如果不存在学生 ， 请创建表格 (
ID INTEGER PRIMARY KEY,
名称 TEXT,
年龄 INTEGER,
等级文本)

# 显示所有记录
cur. execute (“选择 * 来自学生 # 关闭连接

conn. close ()

此脚本将连接到 SQLite 数据库 ， 将数据读入
pandas DataFrame ， 然后创建年龄分布的直方图。
直方图将显示每个年龄段的学生人数。

此脚本将创建一个名为 “students. db ” 的 SQLite 数据库
和一个名为 “学生 ” 的表 ， 有四列 ：“ id ” ， “name ” ，“ age ” ，
和 'grade' 。然后 ， 它将在表中插入 10 条随机记录
并显示所有记录。

运行代码 运行代码

在第一种情景中，如图5所示，我们指示模型使用Python构建一个学生数据库，并随机插入10
条信息。随后，在第二轮对话中，我们继续通过分析学生年龄分布来进一步询问模型。从图5
可以看出，模型能够生成无错误且全面的代码，并附有解释性说明。在第二种情景中，如图6
所示，我们进一步评估模型的能力，通过在一个领域外的LeetCode竞赛问题上进行测试。该
特定问题于2023年11月发布，不在我们的数据收集范围内，因此也不属于模型的训练数据。
结果显示，我们的模型在解决超出其训练分布的问题时表现出色。

我们将呈现两个与DeepSeek-Coder-Instruct交互的案例，其中一个涉及关于创建数据库和进
行数据分析的多轮对话，另一个则集中在使用模型解决来自LeetCode的示例问题上。
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图 6 | 解决 LeetCode 问题的示例。

B. DeepSeek - Coder - Base 训练期间的基准曲线

为了解决这个问题 ， 我们可以使用拓扑排序算法。
'' '' python
从键入导入列表

类解决方案 ：
deffindChampion (self, n: int, edges: List [List [int]]) - > int:

# 创建一个邻接列表来表示 DAG
adj _ list = {i: [] for iin range (n)}
对于 u ， v 在边 ：

adj _ list [u]. append (v)
# 初始化一个列表以跟踪... 的数量。
in _ degree = [0] * n

Q: 比赛中有一支从 0 吨到 1 的队伍 ； 每个团队都是
也是一个节点中的DAG
你得到了情报和 0 索引 2D 整数 arrayedgesof
长度代表 DAG， 其中边 [i] = [u i, vi] 表示有一个
来自 teamu 的定向边缘 i 给 teamvi 在图表中。
来自图的有向边意味着 Teamais 更强 than 
teamband teambis 较弱 比 Teama 。
Teamawill 是 冠军 锦标赛的如果没有团队
is 更强 比 Teama 。
返回 如果有的话 ， 将成为锦标赛冠军的球队
auniquechampion ， 否则 ， 返回
Notes
•A 周期 是一系列的 nodesa, a , ..., an, an+1这样的节点 是同一个节点
作为节点n+1, nodesa , a , ..., an 是不同的 ， 并且有一个有向的边缘
节点 i 到 nodeai+1 对于范围 [1 ， n] 中的每个人。
•A DAG 是一个没有任何 周期

# 计算每个团队的学位
对于 adj _ list 中的 u ：

对于 adj _ list [u] 中的 v ：
in _ degree [v] + = 1

＃ 初始化列表以跟踪没有传入边缘的团队
no _ incoming _ edges = [ifor iin range (n) if in _ degree [i] = = 0]

示例 1 ：

示例 2 ：

Constraints:
＃ 如果有多个团队没有传入的边缘 ， 则没有唯一的

冠军
如果 len (no _ incoming _ edges)! = 1:

返回 - 1
请按照下面的模板来解决问题 ：
'' '' python
类解决方案 ：

deffindChampion (self, n: int, edges: List [List [int]]) - > int:

＃ 返回没有传入边缘的团队 ， 这是冠军
返回 no _ incoming _ edges [0]

此代码首先创建一个邻接列表来表示 DAG 。然后,...

提交代码

在图7中，我们展示了DeepSeek-Coder-Base模型在训练阶段的表现基准曲线。为了验证这些
模型的效果，我们采用了训练语料库中精心挑选的一份子集，共计8,000个代码文件。该子集
特意选择以确保样本的多样性和代表性，这对于准确评估模型的能力至关重要。这些模型的性
能指标在图7的最后两个子图中具体展示，提供了它们在整个训练过程中的效果清晰的视觉表
示。
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图 7 | DeepSeek - Coder - Base 训练期间的基准曲线。
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